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 臺灣大學計算機及資訊網路中心
Computer and Information Networking Center (C&INC) of National Taiwan University (NTU)

R軟體資料探勘實務(下)—集群模型
林淑芬
臺灣大學計算機及資訊網路中心教學研究組程式設計師

摘要

資料探勘的主要模型可大致分為分類(Classification)、關聯(Association)、集群(Clustering)三大類型。我們已於「R軟體資料探勘實務」(上) (中)兩篇中說明了分類模型和關聯模型。因此，在這裡我們將繼續說明集群模型的應用，以R軟體的實際操作，找岀資料間同質的集群特性。
前言
資料探勘(Data Mining)是透過自動或半自動化的方式對大量的數據進行探索和分析的過程，從其中發掘出有意義或有興趣的現象，進而歸納出有脈絡可循的模式(model)，並藉反覆印證找出意想之外可行的執行方案。

資料探勘的主要模型可大致分為分類(Classification)、關聯(Association)、集群(Clustering)三大類型。我們已於「R軟體資料探勘實務」(上) (中)兩篇中說明了分類模型和關聯模型。因此，在這裡我們將繼續說明集群模型的應用，以R軟體的實際操作，找岀資料間同質的集群特性。
一. 鳶尾花資料集的各種集群模型

集群(clustering)分析是從一大群資料中，獲得知識的基礎過程，目前廣泛應用在各個領域，包含了資料採礦、統計數據分析…等等。集群分析就是將異質的群體區隔，分成一些同質性較高的子群組或集群，使同一集群內之事務具有高度之相似性(homogeneity)，不同集群之事務具有高度之異質性(heterogeneity)。也就是說，不需要事先定義好該如何分類，也不需要訓練組資料，而是靠資料自身的相似性集群在一起，最常使用在市場區隔的應用上。

分群注意事項包括要確保Cluster具代表性，各個Cluster的大小原則上以5-10%為最低門檻，總體Cluster的數量建議為2-12個，過多欄位會產生過多的Cluster，造成分析上的困難。集群分析可分為分割式(Partitional)集群:K-Means和K-Medoids clustering，和非分割式(Non-Partitional)集群: Hierarchical和Density-based clustering。以下我們將使用鳶尾花iris資料集，藉由R軟體的實際操作，來說明集群分析的各種模型：


1. K-平均數(K-Means)集群


K-Means演算法是麥昆(J. B. MacQueen)於1967年正式發表，由於原理
簡單、計算快速，很快就成為商用資料採礦軟體中的基本配備。它是屬於前
設式的集群演算法，也就是必須先設定集群的數量，然後根據該設定找出最
佳的集群結構。使同一集群內的資料物件相似性大，不同類別中的資料差異
性大，也就是達到「組內同質，組間異質」的處理方式。


K平均數(K-means)是最受使用者歡迎以及最佳的集群分析法之一，屬
分割式分群法，分群方式是先將原始事物分為k個群體，計算某一資料點到
集群中心之距離（或相適度），將其分配到最接近的群體，重新計算增加集
減少資料點之集群的中心，重複計算直至各資料點不必重新分配其他集群為
止。


以下我們將藉由R軟體的實際操作，來說明K-Means集群分析。執行
kmeans函數及繪製散佈圖的指令如下：
#iris2=iris[,sapply(iris,is.numeric)] 取所有數值資料的指令 或者
iris2=iris[,-5]
set.seed(1234)

kmeans.result=kmeans(iris2,3)

kmeans.result

table(iris$Species,kmeans.result$cluster)

plot(iris2,col=kmeans.result$cluster)
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圖1預測分群結果與找出叢集中心
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圖2 iris的散佈圖矩陣


接下來我們想利用集群找出離群值並將離群值和集群中心標示出來：
#find 5 largest distances between objects and cluster centers

kmeans.result$centers

centers=kmeans.result$centers[kmeans.result$cluster,]

head(centers)

distances=sqrt(rowSums((iris2-centers)^2))

outliers=order(distances,decreasing=T)[1:5]

outliers

iris2[outliers,]

plot(iris2[c("Sepal.Length", "Sepal.Width")], col=kmeans.result$cluster)

points(kmeans.result$centers[,c("Sepal.Length", "Sepal.Width")], col=1:3, pch=8, cex=2)

points(iris2[outliers,c("Sepal.Length", "Sepal.Width")], col=4, pch='+', cex=2)
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圖3找出5個離群值
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圖4 離群值和集群中心

2. K-物件(K-Medoids)集群


K-物件集群法是以集群中最具代表性的點Medoid作為集群中心，亦即
利用真正的物件代表集群。K-Medoids最經典演算法是分割環繞物件(PAM, 
Partitioning Around Medoids)，由Kaufman and Rousseeuw於1987年提出。
可使用cluster套件的pam函數，或是fpc套件的pamk函數，使用pamk函

數時，使用者不必決定分成幾組，但結果不一定理想。pamk程式碼如下：
iris2=iris[,-5]

library(fpc)

pamk.result=pamk(iris2)

pamk.result

table(iris$Species, pamk.result$pamobject$clustering)

layout(matrix(c(1,2),1,2))

plot(pamk.result$pamobject)

layout(matrix(1))
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圖5 pamk執行結果(自動分2群)


執行後的pamk集群圖如下，其中Silhouett係數是用來比較集群模型的
準則，計算每筆紀錄(B-A)/max(A,B)的平均值，A是指每筆紀錄到其所屬叢
集中心的距離，B是指每筆紀錄到其最近但不屬於的叢集中心的距離。
Silhouett係數範圍在-1 (非常差的模型)和1 (非常好的模型)之間，圖中的
Silhouette係數為(51*0.81+99*0.62)/150=0.69 。
[image: image23.png]


[image: image6]


圖6 pamk集群圖

另外我們也亦可使用NbClust套組的NbClust函數，協助使用者決定分群的數目，程式碼如下:
library(NbClust)

iris2=iris[,-5]

result=NbClust(iris2,distance="euclidean",min.nc=2,max.nc=6, method="kmeans", index="all")

Result$Best.partition
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Customer reference number

LONGDIST Time spent on long distance calls per month
International Time spent on international calls per month
ILOCAL Time spent on local calls per month
DROPPED Number of dropped calls

PAY_MTHD Payment method of the monthly telephone bill
LocalBillType Tariff for locally based calls

LongDistanceBillType

Tariff for long distance calls

AGE Age

[SEX Gender |
STATUS Marital status
CHILDREN Number of Children
Est_Income Estimated income
Car_Owner Car owner
CHURNED (3 categories)

Current — Still with company
Vol — Leavers who the company wants to keep
Invol — Leavers who the company doesn’t want
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圖7 分群指標執行結果

3. 階層式(Hierarchical)集群


階層式集群是以階層架構的方式反覆進行分裂或聚合 ，以產生最後的
樹狀架構，可從樹狀圖取得任何想要的集群數，缺點是只適合小量資料。常
見的階層式集群法包括：

method=”average“，平均距離的平均連鎖法


method=”simple“，最小距離的單一連鎖法


method=”complete“，最大距離的完全連鎖法 


method=”ward.D“或 "ward.D2"，Ward的最小變異法


由於階層式集群只適合小量資料，在這裡我們只取40筆資料來說明，
程式碼如下：
iris2=iris[,-5]

index=sample(1:nrow(iris2),40) #抽取40筆
irissample=iris2[index,]
#dist函數 distance matrix compute
hclust.result=hclust(dist(irissample),method= “ward.D2”) 

hclust.result

plot(hclust.result,labels=iris$Species[index])

rect.hclust(hclust.result,k=3,border="red")

groups=cutree(hclust.result,k=3)

table(iris$Species[index],groups)
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圖8 階層式集群執行結果
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圖9 階層式集群樹狀圖

4. 密度基礎(Density-based)集群


fpc套件的dbscan演算法可提供數值資料的密度基礎集群，dbscan有兩
個重要參數，即可達區域eps，定義鄰近地區的大小，以及可達區域的最小

點MinPts。如果某個點鄰近地區的點數大於minPts，那麼這個點就是一
個密度點，所有從這個點可達的鄰近地區的點就被分成同一個集群。dbscan
的程式碼如下：
iris2=iris[,-5]

library(fpc)

dbscan.result=dbscan(iris2,eps=0.42,MinPts=5)

dbscan.result

table(iris$Species, dbscan.result$cluster)

plot(dbscan.result,iris2)

plotcluster(iris2,dbscan.result$cluster)
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#churn.txt: 101 records

churnall=read.table ("d:\\stella\\R\\churn.txt", header=T, sep=", ")
churnall=na.exclude (churnall)

churn=churnall([,c(2:4)]

churn.result=kneans (churn, 5)

table (churn.result$cluster)

VvV VYV Y

12 3 4 5

267 425 103 655 27

> pie(table(churn.resultscluster))

> table (churnall§CHURNED, churn.result$cluster)

1 2 3 4 5§
Current 162 262 66 326 16

Invol 0 0 0132 0

Vol 105 163 37 197 11
> barplot (table (churnall$CHURNED, churn.result$cluster) ,col=2:4)
> legend(0,600,c("Current”, "Invol", "Vol") ,col=2:4,pch=15)

> head (churnall [churn.result$cluster==3,])
ID LONGDIST International  LOCAL DROEPED PAY MTHD LocalBillType

22 55 17.20850 8.94192 138.045 0 cc FreeLocal
39 102 16.06860 1.53642 130.352 0 cc Budget
75 218 2.74206 0.00000 180.967 0 cc Budget
76 222 12.93120 0.00000 137.136 0 cc FreeLocal
97 289 28.24240 0.00000 139.125 0 cc Budget
165 543 16.85470 0.00000 134.435 0 CH Budget

LongDistanceBillType AGE SEX STATUS CHILDREN Est_Income Car_Owner
22 Intnl_discount 42 M s 0 37661.00 N
39 standard 17 F M 2 37185.00 ¥
15 standard 54 M M 2 93476.60 ¥
16 Intnl_discount 29 M M 0 20315.40 ¥
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圖10 dbscan的執行結果
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圖11 dbscan集群圖 (黑色是離群值的集群0)
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圖12  0表示離群值的集群
二. 動物園的動物集群範例

本範例的動物資料集zoo.txt取自美國加州大學歐文分校的機械學習資料庫，將動物分為7群，總共有101筆紀錄，18個欄位說明如下：
1. 動物的名字(animal name)：唯一值 

2. 是否具有毛髮(hair)：Boolean值

3. 身體是否有羽毛(feathers)：Boolean值

4. 是否會下蛋(eggs)：Boolean值

5. 是否會產奶(milk)：Boolean值

6. 是否在空中(airborne)：Boolean值

7. 是否在水中(aquatic)：Boolean值。
8. 是否會獵食(predator)：Boolean值。

9. 是否有牙齒(toothed)：Boolean值。

10. 是否有骨幹(backbone)：Boolean值。

11. 是否會呼吸(breathes)：Boolean值。

12. 是否有毒(venomous)：Boolean值。

13. 是否有鰭(fins)：Boolean值。

14. 腿的數量(legs)：{0,2,4,5,6,8}集合的數字。

15. 是否有尾巴(tail)：Boolean值。

16. 是否被馴化(domestic)：Boolean值。

17. 是否屬貓科(catsize)：Boolean值。

18. 類型(type)：在[1,7]範圍內的整數值


由於本來的資料是將動物分為7種類型，這裡我們也將動物分為7群，並利用混淆矩陣查看分析結果，相關程式碼如下：
zoo=read.table("d:\\stella\\R\\zoo.txt",header=T,sep=",")

zoo=na.exclude(zoo)

#kzoo=zoo[,sapply(zoo,is.numeric)] 取所有數值資料
kzoo=zoo[,-c(1,18)]
set.seed(777)

kresult=kmeans(kzoo,7)

kresult

table(kresult$cluster)

table(zoo$type,kresult$cluster)

kresult$size

pie(kresult$size)
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圖13 預測分群結果與叢集中心



[image: image14]


圖14 混淆矩陣分析的結果
三. 電信公司的客戶集群範例

本範例的電信公司的客戶資料集churn.txt總共有1477筆紀錄，15個欄位的說明如下，其中CHURNED欄位將客戶分成Current、Vol、Invol三類：



[image: image15] 

我們將嘗試以LONGDIST、international、LOCAL這三個數值欄位當作輸入，利用kmeans函數建立5個集群的模型，執行的程式碼如下：
churnall=read.table("d:\\stella\\R\\churn.txt",header=T, sep=",")

churnall=na.exclude(churnall)

churn=churnall[,c(2:4)]

churn.result=kmeans(churn,5)

table(churn.result$cluster)

pie(table(churn.result$cluster))

table(churnall$CHURNED,churn.result$cluster)

barplot(table(churnall$CHURNED,churn.result$cluster), col=2:4)

legend(0,600,c("Current","Invol","Vol"),col=2:4,pch=15)

head(churnall[churn.result$cluster==4,]) #Invol都在群集4
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圖 15 分群執行結果
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圖16 CHURNED在叢集中的分配圖

從以上的分析結果，我們發現Invol全部集中在群集4，因此接下來就得進一步探討群集4成員的各種屬性，找出可區別的特性。
四. 蛋白質攝取的集群分析範例

這裡我們將舉一個蛋白質攝取的檔案protein.txt來作說明，共有25個歐洲國家，即25筆紀錄，欄位有country、Redmeat、Whitemeat、Eggs、Milk、Fish、Cereals、Starch、Nuts和Frozen Vegetable，檔案內容如下：
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圖17 蛋白質攝取的檔案

我們將嘗試以紅肉、白肉攝取的這二個數值欄位當作輸入，利用pamk函數找出最佳分組數，再使用kmeans函數建立集群模型，以了解歐洲地區對紅白肉攝取的偏好，執行的程式碼如下：

proteinall=read.table("d:\\stella\\R\\protein.txt",header=T)

(proteinall=na.exclude(proteinall))

protein=proteinall[,c(2:3)]

library(fpc)

protein.result=pamk(protein)

protein.result$nc

protein.result=kmeans(protein,3) #nc

table(protein.result$cluster)

df=data.frame(protein,Country=proteinall$Country, 





Cluster=protein.result$cluster)

df[order(df$Cluster),]

plot(protein,col=df$Cluster)


以pamk函數找出的最佳分組數為3，於是再使用kmeans函數建立3個集群，之後再根據集群數排序，讓相同集群的國家排在一起，結果如下圖所示：
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圖18 蛋白質攝取集群分析結果

不同集群以不同顏色繪製散佈圖，集群1以黑色表示，我們可看出這個集群紅白肉攝取少，配合上圖排序後的結果可知這個集群的國家分佈於北歐和地中海沿岸地區；集群2以紅色表示，我們可看到這個集群白肉攝取多紅肉攝取少，配合上圖排序後的結果可知這個集群的國家分佈於東歐國家；集群3以綠色表示，我們可看到這個集群紅白肉攝取多，配合上圖排序後的結果可知這個集群的國家分佈於西歐國家。
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圖19蛋白質攝取的集群分析圖
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> proteinall=read.table ("d:\\stella\\R\\protein.txt" header=T}
> (proteinall=na.exclude (proteinall))
Country RedMeat WhiteMeat Eggs Milk Fish Cereals §tarch Nuts Fr.vVeg

1 Albania 10.1 1.4 0.5 8.9 0.2 42.3 0.6 5.5 1.7
2 Austria 8.9 14.0 4.3 19.9 2.1 28.0 3.6 1.3 4.3
3 Belgium 13.5 9.3 4.117.5 4.5 26.6 5.7 2.1 4.0
4 Bulgaria 7.8 6.0 1.6 8.3 1.2 56.7 1.1 3.7 4.2
5 Czechoslovakia 9.7 11.4 2.8 12.5 2.0 34.3 5.0 1.1 4.0
6 Demmark 10.6 10.8 3.7 25.0 9.9 21.9 4.8 0.7 2.4
1 E.Germany 8.4 11.6 3.7 11.1 5.4 24.6 6.5 0.8 3.6
8 Finland 9.5 4.9 2.733.7 5.8 26.3 5.1 1.0 1.4
9 France 18.0 9.9 3.3 19.5 5.7 28.1 4.8 2.4 6.5
10 Greece 10.2 3.0 2.8 17.6 5.9 41.7 2.2 1.8 6.5
11 Hungary 5.3 12.4 2.9 9.7 0.3 40.1 4.0 5.4 4.2
12 Ireland 13.9 10.0 4.7 25.8 2.2 24.0 6.2 1.6 2.9
13 Italy 9.0 5.1 2.9 13.7 3.4 36.8 2.1 4.3 6.7
14 Netherlands 9.5 13.6 3.6 23.4 2.5 22.4 4.2 1.8 3.7
15 Norway 9.4 4.7 2.723.3 9.7 23.0 4.6 1.6 2.1
16 Poland 6.9 10.2 2.7 19.3 3.0 36.1 5.9 2.0 6.6
17 Portugal 6.2 3.7 1.1 4.9 14.2 27.0 5.9 4.7 7.9
18 Romania 6.2 6.3 1.5 11.1 1.0 49.6 3.1 5.3 2.8
19 spain 7.1 3.4 3.1 B.6 7.0 29.2 5.7 5.9 1.2
20 sweden 9.9 7.8 3.5 24.7 7.5 19.5 3.7 1.4 2.0
21 switzerland 13.1 10.1 3.123.8 2.3 25.6 2.8 2.4 4.9
22 UK 17.4 5.7 4.7 20.6 4.3 24.3 4.7 3.4 3.3
23 USSR 9.3 4.6 2.1 16.6 3.0 43.6 6.4 3.4 2.9
24 W.Germany 11.4 12.5 4.1 18.8 3.4 18.6 5.2 1.5 3.8
25 Yugoslavia 4.4 5.0 1.2 9.5 0.6 55.9 3.0 5.7 3.2

> protein=proteinalll,c(2:3)]
> protein.result=pank (protein)
> protein.result§nc
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> df=data.frame (protein,Country=proteinall§Country, Cluster=protein.result§cluster
> df [order (dfsCluster) , ]

RedMeat WhiteMeat Country Cluster
1 10.1 1.4 Albania 1
4 7.8 6.0 Bulgaria 1
8 9.5 4.9 Finland 1
0 10.2 3.0 Greece 1
13 9.0 5.1 Italy 1
15 9.4 4.7 Norway 1
17 6.2 3.7 Portugal 1
18 6.2 6.3 Romania 1
19 7.1 3.4 Spain 1
20 9.9 7.8 Sweden 1
23 9.3 4.6 USSR 1
25 4.4 5.0 Yugoslavia 1
2 8.9 14.0 Austria 2
5 9.7 11.4 Czechoslovakia 2
6 10.6 10.8 Denmark 2
7 8.4 11.6 E.Gernany 2
11 5.3 12.4 Hungary 2
14 9.5 13.6  Netherlands 2
16 6.9 10.2 Poland 2
24 11.4 12.5 W.Gernany 2
3 13.5 9.3 Belgium 3
9 18.0 9.9 France 3
12 13.9 10.0 Ireland 3
21 13.1 10.1  Sswitzerland 3
22 17.4 5.7 | vk 3
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#z00: 101 records

zoo=read.table ("d:\\stella\\R\\zoo.txt" header=T, sep=", "}

>
>
>
> zoo=na.exclude (z00)
> kzoo=zoo[,-c(1,18)]
> set.seed(777)

> kresult=kmeans (kzoo, 7
> kresult

K-

i

means clustering with 7 clusters of sizes 12, 31, 20, 3

Cluster means:

hair feathers eggs milk airborne  aquatic
1 0.3333333 0 0.91666667 0 0.5000000 0.25000000
2 1.0000000 0 0.03225806 1 0.0000000 0.06451613
3 0.0000000 0 0.95000000 0 0.0000000 0.75000000
4 0.3333333 0 0.00000000 1 0.0000000 1.00000000
5 1.0000000 0 0.00000000 1 0.2857143 0.14285714
6 0.0000000 11.00000000 0 0.8000000 0.30000000
7 0.0000000 0 1.00000000 0 0.0000000 0.75000000
toothed backbone breathe venomous fins legs
1 0.0000000 0.00  0.75  0.250 0.0000000 6.333333
2 0.9677419 1.00  1.00  0.000 0.0000000 4.000000
3 0.8000000 0.80  0.20  0.200 0.6500000 0.000000
4 1.0000000 1.00  1.00  0.000 1.0000000 0.000000
5 1.0000000 1.00  1.00  0.000 0.1428571 2.000000
6 0.0000000 1.00  1.00  0.000 0.0000000 2.000000
7 0.6250000 0.75  0.75  0.125 0.0000000 4.125000
domestic catsize

1
2
3

08333333 0.08333333
22580645 0.80645161
05000000 0.20000000

. 7,20, 8

predator
4166667
.5483871
.7000000
.0000000
.2857143
.4500000
.7500000

tail
0.08333333
0.90322581
0.80000000
0.66666667
0.71428571
1.00000000
0.37500000

cocorooo
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> library (NbClust)

> iris2=iris(,-5]

> result=NbClust (iris2,distance="euclidean",min.nc=2,max.nc=6,method="kneans", index="all"

**% : The Hubert index is a graphical method of determining the number of clusters.
In the plot of Hubert index, we seek a significant knee that corresponds to a
significant increase of the value of the measure i.e the significant peak in Hubert
index second differences plot.

*** : The D index is a graphical method of determining the number of clusters.

In the plot of D index, we seek a significant knee (the significant peak in Dindex
second differences plot) that corresponds to a significant increase of the value of
the measure.

AR AR AR R AR AR A AR AR RRR AR R A AR R AR AR SRR R RRR AR R RRRR AR RRRR AR
* Among all indices:

* 10 proposed 2 as the best number of clusters
* 8 proposed 3 as the best number of clusters
* 3 proposed 4 as the best number of clusters
* 1 proposed 5 as the best number of clusters
* 2 proposed 6 as the best number of clusters

*rR%% Conclusion AFEAs
* According to the majority rule, the best number of clusters is 2
AR AR AR R AR AR A AR AR RRR AR R A AR R AR AR SRR R RRR AR R RRRR AR RRRR AR

> result$Best.partition
1111111111

111111111111111111111111111111111111111111222222212
[60] 22222222222222222222222222222222221222212222222222222222222
[119]1 22222222222222222222222222222222
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77 78 79 B0 81 82 83 84 B85 BF BT 88 89 90 91 92 93 94 95
3 3 6 6 3 3 3 6 5 71 3 6 1 1T 7 7 3 5 2
96 97 98 99 100 101
6 5 1 2 3 6

within cluster sum of squares by cluster
[1] 25.666667 24.451613 33.600000 1.333333 6.571429 19.100000 12.375000

(between_55 / total 5§ 82.2 %
Available components:
[1] "cluster" "centers" "totss" "withinss"
[5] "tot.withinss" "betweenss" "size" "iter”
[9] "ifault”
>t

able (kresult§cluster.

123 45 67
123120 3 720 8
> table(zoo$type, kresultscluster

123 45 67
103 0 3 7 00
2 000 0 0 020 0
3003 000 2
40 013 0 0 0 0
5 000 000 4
68 0 0 0 0 00
740 40 00 2

> kresult§size

1] 123120 3 720 8

> pie (kresultssize
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K-means clustering with 3 clusters of sizes 50, 62, 38

Cluster means:
Sepal.Length Sepal.Width Petal.Length Petal.Width

1 5.006000 3.428000 1.462000 0.246000

2 5.901613 2.748387 4.393548 1.433871

3 6.850000 3.073684 5.742105 2.071053

Clustering vector:
11111111111111111111111111111111111111
(371111111111111112232222222222222222222
[731222223222222222222222222222232333323

[109] 333332233332323233223333323333233323

[145] 332332

Within cluster sum of squares by cluster
[1] 15.15100 39.82097 23.87947
(between_55 / total 55 = 88.4 %

Available components:

[1] "cluster” "centers" "totss" "withinss"
[5] "tot.withinss" "betweenss" "size” "iter”
[9] "ifault”
> table(iris§Species, kmeans.result§cluster) &
12 3
setosa 5000 0

versicolor 0 48 2
virginica 0 14 36
> plot (iris2,col=kmeans.resultscluster
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> #find 5 largest distances between objects and cluster centers
> kmeans.result§centers
Sepal.length Sepal.Width Petal.length Petal.Width

1 5.006000  3.428000 1.462000  0.246000
2 5.901613  2.748387 4.393548  1.433871
3 6.850000  3.073684 5.742105  2.071053
> centers=kmeans.result§centers [kmeans.resultscluster, ]
> head (centers)

Sepal.Length Sepal.Width Petal.Length Petal.Width
1 5.006 3.428 1.462 0.246
1 5.006 3.428 1.462 0.246
1 5.006 3.428 1.462 0.246
1 5.006 3.428 1.462 0.246
1 5.006 3.428 1.462 0.246
1 5.006 3.428 1.462 0.246
> distances=sqrt (rowsuns ( (iris2-centers)2)
> outliers=order (distances,decreasing=T) [1:5]
> outliers
[

1] 99 58 94 61 119
> iris2[outliers,]
Sepal.Length Sepal.Width Petal.Length Petal.Width

99 5.1 2.5 3.0 1.1

58 4.9 2.4 3.3 1.0

94 5.0 2.3 3.3 1.0

61 5.0 2.0 3.5 1.0

119 7.7 2.6 6.9 2.3

> plot (iris2[c("sepal.Length”, "Sepal.Width")], col=kmeans.result§cluster

> points (kmeans.result$centers[,c("Sepal.Length”, "Sepal.Width")], col=1:3, pch=8, cex=2

> points (iris? [outliers,c("Sepal.Length”, "Sepal.Width"}], col=4, pch='+', cex=2) =

>
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Medoids:
ID Sepal.length Sepal.Width Petal.length Petal.Width
L1 8 5.0 3.4 1.5 0.2
(2,1 127 6.2 2.8 4.8 1.8
Clustering vector:
11111111111111111111111111111111111111
(371111111111111112222222222222222222222
[731222222222222222222222222221222222222
(1091 222222222222222222222222222222222222
(1451 222222
oObjective function:
build swap
0.9901187 0.8622026
Available components:
[1] "medoids" "id.med" "clustering” "objective” "isolation”
[6] "clusinfo” "silinfo" "diss" "call” "data”
snc
11 z
scrit

[1] 0.0000000 0.6857882 0.5528190 0.4896972 0.4867481 0.4703951 0.3390116
[8] 0.3318516 0.2918520 0.2918482

> table(iris$species,pamk.result§panobjectsclustering

12
setosa 50 0
versicolor 1 49
irginica 0 50

<
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Component 2

clusplot(pam(x = sdata, k = k, diss = diss))

Component 1
These two components explain 95.81 % of the point variability

Silhouette plot of pam(x = sdata, k = k, diss = diss
n=150 2 clusters G
jinlavece s

1: 51 ] 081
2: 99 | 0.62

T T T T T 1
0.0 0.2 0.4 0.6 0.8 1.0

Silhouette width s;
Average silhouette width : 0.69
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#hclust iris: 150 records

ris[,-5]

ample (1:nrow(iris2), 40)

irissample=iris2 [index, ]
helust.result=hclust (dist (irissample) ,method="ward.D2")
helust.result

VVYVVVYYVYYVYYY

call:
helust(d = dist(irissample), method = "ward.DZ")

Cluster method  : ward.D2
Distance : euclidean
Number of objects: 40

> plot (hclust.result, labels=iris§species [index])
> rect.hclust (hclust.result, k=3, border="red")
> groups=cutree (hclust.result,
> table(iris$Species [index], groups
groups
12
setosa 011

versicolor 3 0
virginica 18 0

cmow

AR
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> #dbscan iri:
> iris2=iris([,-5]

> library (fpc)

> dbscan.result=dbscan (iris2, eps=0.42, MinPts=5)
>

dl

150 records

dbscan.result
bscan Pts=150 MinPts=5 eps=0.42
012 3
border 29 6 10 12
seed 042 27 24
total 29 48 37 36
> table(iris§Species, dbscan.result§cluster)

0012 3

setosa 248 0 0

versicolor 10 0 37 3

virginica 17 0 0 33

plot (dbscan.result, iris2

plot (dbscan.result, iris2[c(1,4)1)

plotcluster (iris?,dbscan.resultscluster
#predict irisnew?.txt 10 records
irisnewz=read.table ("d:\\stella\\R\\iris_newZ.txzt",header=T,sep=",")
irisnewz=na.exclude (irisnew?

pred=predict (dbscan.result, iris?, irisnew?

pred

(111112200033

> plot (dbscan.result, iris2 [c(1,4) 1)

> points (irisnew2 [c(1,4) ], pch="%", col=1+pred, cex=3
>

VVYVVYYYYY

>
>
>
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